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ABSTRACT

In this study a Neural Network (CNN) was implemented to
classify images of objects used in interactive educational sessions
with a humanoid robot. Some measures of this implementation
were compared with two other implementations that have different
methods for the same purpose: one of them with a Support Vector
Machines (SVM) classifier and other one with a simple
MultiLayer Perceptron (MLP) network. The tests, although very
carly and with an cxtrecmely small databasc, have suggested that
this approach offers the advantage of better accuracy, but has an
extremely superior training time.
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RESUMO

Neste trabalho foi adaptada uma Convulitional Neural Network
(CNN) para classificagdo de imagens de objetos utilizados em
sessdes interativas educacionais com um robd humanoide.
Algumas medi-das desta implementacdio foram comparada com
duas outras im-plementa¢des que dispdes de métodos diferentes
para o mesmo proposito, sendo uma delas com um classificador
Support Vector Machines (SVM) e outra com um rede simples de
MultiLayer Per-ceptron (MLP). Os testes, embora muito iniciais e
com uma base de dados extremamente pequena, sugeriram que
essa abordagem oferece a vantagem de uma melhor acurécia,
porém possui um tempo de treinamento extremamente superior.

1 INTRODUCAO

Na educagdo, os trabalhos que empregam robods ou agentes virtu-
ais em atividades educacionais tém reportado constantes melhoras
em seus resultados. Na maioria dos casos os robds sdo utilizados
para auxiliar na abordagem de contetidos, desenvolvendo algum
exercicio pratico ou contando alguma histdria para os estudantes,
potencializando a constru¢do de conhecimento dos alunos. A
maior parte desses trabalhos apresentam um robd teleoperado,
conhecido como a técnica de Magico de Oz (Wizard of Oz),
baseado na obra "O fantéstico Magico de Oz", no qual uma pessoa
escondida controla o robd, passando para o estudante a impress&o
de que o sistema possui autonomia. Entretanto, estudos
comparando a forma de operagdo do robd, teleoperagdo versus
autonomia, mostram que a percepgio dos estudantes pode variar
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de acordo com essas condigdes e influenciar no resultado da
aplicagdo. Em geral, os estudantes consideram o sistema
teleoperado menos inteligente que o sistema autdnomo e relatam a
experiéncia na condi¢do autdnoma mais divertida [15]. Portanto,
maneiras de se automatizar a interagfo tem sido recorrentes em
estudos no campo de Interagdo Humano-Rob6.

Neste trabalho foi utilizada uma arquitetura de Rede Neural
Convolucional chamada de Inception-v3, para classificagio de
imagens de 3 figuras geométricas espaciais bdasicas (esfera,
piramide e cubo) utilizadas em interacdes pedagogicas. Esta
implementagdo foi realizada a fim de comparar esta técnica com
outras duas ja implementadas que servem para o mesmo proposito
e as comparagfes sdo quantitativas e qualitativas, pois em alguns
pontos as propostas comparadas divergem na forma de tratar o
espaco de dados mas atingem um resultado préximo entre si. Os
resultados avaliados contam com a comparagdo de alguns critérios
mais concretos, como a acuracia e o tempo de treinamento dos
classificadores Ambas as outras técnicas sdo combinagdes de
algoritmos de extragdo de caracteristicas com algoritmos de
classificagdo. Em uma delas ¢ utilizada a transformada de Hough
para extracdo de caracteristicas e uma Rede Neural do tipo
MultiLayer Perceptron (MLP) para classificagdo e esses dois
algoritmos foram implementados por completo pelos autores
(subsecdio 3.2). Na outra abordagem, as caracteristicas s&o
extraidas pelo método de Bag-of-Features (BoF) e as imagens
classificadas por um modelo de Support Vector Machines (SVM)
de ntcleo linear (subsecfio 3.1). ja implementados pela biblioteca
OpenCV 1.

Na aplicacdo das propostas comparadas aqui (melhor explicado na
se¢do 3 ), por exemplo, sfo utilizados métodos de processamento
de visdo ¢ voz para construgdo de um sistema auténomo incorpo-
rado & um robd humanoide que interage com criangas de 8 a 12
anos abordando conteudo de geometria espacial. Apesar desse
sistema apresentar resultados que melhoram a performance dos
alunos que realizam as atividades com o robd, existem alguns
pontos a serem melhorados e a comparagdo de diferentes solu¢des
¢ necessdria, pois cada solucdo traz suas respectivas vantagens e
limitagBes.

» ARQUITETURA FINAL E APLICACOES

Os sistemas de visdo apresentados sfio parte de uma arquitetura
que opera sobre um robd humanoide. Essa arquitetura viabiliza um
sistema que interage de forma autbnoma com os usuarios em
sessdes pedagogicas mostradas na Subsegdio 2.1, abordando
conteudo geral,

1 Disponivel em opencv.org Visitado em 06/10/2017
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que nesse trabalho esta configurado para tratar de geometria espa-
cial. As sessdes sdo conjuntos de tarefas propostas pelo robd,
sendo elas individuais para manter o fator de novidade nas
interagdes com os alunos que ainda nfo participaram. O conjunto
de atividades didéticas que o robd propde para as criangas é todo
programado no sistema, comec¢ando com um didlogo inicial de
apresentagfo e terminando com um didlogo final de despedida. As
atividades sdo programadas para alunos que ja aprenderam o
conteido abordado e servem como uma atividade de reforgo,
auxiliando os professores que ensinam esse conteudo em sala de
aula. A arquitetura ¢ divida em moédulos de acordo com sua
funcionalidade e a Figura 1 ilustra como funciona a dindmica de
comunicag¢fo entre os modulos e com o robd.
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Figura 1: Dindmica de comunica¢fio entre os médulos da ar-
quitetura de [14].

O Mddulo Central ¢ o modulo principal que contém os outros
modulos, com alguns mecanismos como sorteio de figuras
geomeétricas e memoria da posicdo dos objetos para ajudar e
orientar o fluxo da interacdo. J4 o Mddulo de Didlogo tem duas
fungdes: interpretar o que o usudrio diz, convertendo a fala em
texto, e dar informagdes para o usudrio, convertendo as frases
dadas pelo Modulo Central em fala por sintese de voz. Mddulo
Motor é o nome do mdédulo no qual estdo implementadas fun¢des
que utilizam NAOqi API, um framework fornecido pela empresa
fabricante, para posicionar os motores do NAO. E sempre usado
em conjunto com outro moédulo, mas muito importe para
acrescentar novidade as interagdes. Finalmente o Mddulo de Visdo
estd implementado com uma série de técnicas para detectar e
reconhecer os objetos pela cAmera do robo.

2.1 Sessoes Interativas

As sessdes interativas onde os moédulos atuam s3o conjunto de
tarefas que o robd realiza com os alunos. Nelas, as figuras
geométricas 3D sdo apresentadas ao robd pelo aluno conforme sua
requisi¢do. A configuragdo inicial é que ndo haja nada na mesa e o
robd comece fazendo a requisi¢dio de algum objeto por meio de
dicas, como por exemplo, quantas faces esse objeto tem, e a
crianga deve colocar o objeto certo na mesa ou em sua mio
(dependendo da requisi¢do) dentro do campo de visdo do robd. O
robd deve reconhecer o objeto corretamente e esbogar expressdo
de satisfagdo se a crianca acertar ou de decepgio se errar.

O esquema desse tipo de sessdo € representado pelo fluxograma
ilustrado na Figura 2, que é composto por 8 passos, ou etapas, do
fluxo principal e 2 passos complementares, devido as possiveis
mudancgas em algumas etapas. Para melhor discriminar o papel de
cada mddulo, a figura traz todas as etapas com bordas, de acordo
com os modulos que atuam nesse passo, sendo alguns deles
rcalizados por mais dec um médulo.

No passo 1, o robd executa um pequeno didlogo de boas-vindas
com a crianga, aperta sua mfo e pergunta seu nome para usar ao
longo da sessdo. E um passo importante, pois familiariza as cri-
angas com o rob6 [12] fazendo com que elas percam a timidez
logo no inicio da sessfo. Além disso, o robd passa as instru¢des
para o usudrio sobre esta sessdo. No passo 2, o Médulo Central
escolhe aleatoriamente um dos trés possiveis objetos para desafiar
a crianga a encontra-lo. No passo 3, o Mddulo de Didlogo solicita
o objeto escolhido, mas sem dizer seu nome, apenas dando dicas e
caracteristicas. Um exemplo para o cubo poderia ser: "Vocé
poderia, por favor, identificar e colocar na minha frente uma figura
geométrica 3D com 8 vértices e 12 arestas?". No passo 4, o
Moédulo de Visdo prediz o objeto e devolve a previsdo para o
Moédulo Central, que no passo 5 verifica se o objeto escolhido pela
crianga coincide com a escolha no passo 2. Em caso negativo, o
rob6 da mais dicas e regressa ao passo 2, solicitando a figura
novamente. Em caso positivo, o fluxo pela etapa 6, o robd felicita
pela escolha certa e da mais alguns conceitos complementares ou
curiosidades sobre o objeto. No passo 7, o Modulo Central pode
ser configurado para jogar um determinado nimero de vezes ou
perguntar & crianga, por meio do Médulo de Didlogo, se ela deseja
jogar novamente. Se houver outra rodada, os passos s#o
reproduzidos a partir do passo 2. Se nfo, a sessdo se encerra na
etapa 8 com um didlogo de despedida, no qual o robé encoraja a
crianga a, posteriormente, estudar os conceitos abordados nesta
sessdo.

E importante ressaltar que cada médulo pode ter seus métodos
alterados para otimizar a interagdo. Assim, outros duas implemen-
tagdes foram propostas e publicadas para a solu¢do do sistema de
visdo (contentadas). Tais metodologias e os testes em laboratorio,
que serdo comparados com a implementagio proposta neste artigo,
encontram-se brevemente descritos nas subse¢des seguintes.
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Figura 2: Fluxo de interac¢iio para o esquema de sessiio pro-

posto.

3 TRABALHOS COMPARADOS

3.1 Bag-of-Features com Support

Vector Machines

Na implementacdo de Tozadore & Romero |16]. o Mddulo de
Visdo foi implementado com uma série de técnicas para detectar e
reconhecer os objetos selecionados. Em primeiro lugar, o
VOCUS2 [5] para detecgdio ¢ extracdo de fundo. Entdo, sdo
computada as caracteristicas por SURF [3] e aplicado o método
bag-of-features [13] em seu histograma, e, finalmente, treinadas
SVM multiclasses da forma one-against-all [11] com estes
descritores para predizer a classe de novas imagens.

Na Tabela 1 ¢ mostrada a matriz de confusfio para a anotacfo
automatica do conjunto de dados de teste. As linhas sdo as classes
que a amostra pertence e as colunas sdo as previsdes feitas pela
SVM. Por fim, a classe "desconhecida" na ultima coluna indica
que nenhum dos SVM foram capazes de prever a amostra, ou seja,
que a amostra ndo foi reconhecida como pertencente de nenhuma
das classes da multipla SVM. A partir da tabela ¢ possivel calcular
a acuracia do classificador, medida pela soma da diagonal
principal da matriz, que ¢ o numero de classificagdes corretas,
dividido pelo numero total de exemplos, sendo 83/90 = 0.9222. Os
autores concluem que o sistema de visdo computacional
implementado mostrou-se satisfatério para o projeto, uma vez que
foi obtida uma acuracia relativamente alta e tempo de treinamento
em 0.9s para a base de dados escolhidos.

Tabala 1: Matriz de confusio para o classificador.

Cubo | Piramide| Esfera| Desconhecido
Cubo 26 0 0 4
Piramide 0 28 0 2
Esfera 1 0 29 0

3.2 Transformada de Hough com
MultiLayer Perceptron

Um dos métodos para detecgdio de segmentos de reta é a Transfor-
mada de Hough. Esse algoritmo permite identificar segmentos de
retas em uma imagem ao analisar todas as retas que passam por
determinado ponto da figura, a funcfo entfio retorna o coeficiente
angular e a distancia da origem de cada uma das retas encontradas
[7]. Essa abordagem, ja foi aplicada com sucesso para reconhec-
imento do uso do cinto de seguranca em passageiros [8] e para
detecgfio de linhas para navegacdo de um robd auténomo [4]. Na
biblioteca OpenCV existem duas implementagdes de Trans-
formada de Hough, a transformada padrio e a transformada proba-
bilistica. A transformada probabilistica foi escolhida para o projeto
por apresentar melhores resultados, retornando os pontos (X, y) do
comego do segmento de reta e os pontos de seu final. A Transfor-
mada de Hough Probabilistica foi aplicada na imagem tratada com
Adaptive Threshold pois empiricamente percebeu-se uma melhora
na identificagdo das retas de interesse que formam as bordas das
figuras geométricas. Com as informagdes obtidas pela
Transformada de Hough Probabilistica pode-se calcular o
coeficiente angular das retas encontradas na imagem e seu modulo,
suas principais caracteristicas. Com essas informagdes foram
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montadas as entradas da rede neural para treinamento e
classificagfio. A Figura 3 mostra uma exemplo do tratamento feito
na imagem para reconhecimento.

Figura 3: Imagem obtida pelo robé e apés o tratamento de
Hough.

Nos experimentos de Tridicio et al. [17], foram testadas
diferentes resolugdes e espacos de cores parar imagens obtidas da
camera do robd. Devida a limitagdes do framerate maximo do
robd, o que atrapalhava a obtencdo da imagem, a configuragcdo
escolhida foi  640x480 (pois configuracdes menores
comprometiam a obtengdo das caracteristicas pela transformada de
Hough) e o espago de cores BGR, que segundo a propria
Aldebaran (e corroborado pelos testes) é a que melhor comunica o
robd com a OpenCV. Durante os testes em laboratério, os
problemas de reconhecimento do robd foram sendo resolvidos
com aumento gradativo da base de treinamento. A rede MLP
convergia rapidamente, levando 3 segundos em média para cada
nova secdo, e atingia acuracias de 70% até 100% de acerto na apos
a base completa. Porém, ja nestes testes foi possivel perceber a
dificuldade da rede de acordo com o ambiente em que se encontra,
fazendo com que o robd reconheca as figuras de forma errada.
Foram feitos ciclos de treinamento da rede, que no total demorou
aproximadamente um minuto e 30 segundos para convergir, com a
seguinte configuragdo: 400 neurdnios na camada de entrada, 30 na
camada escondida e 2 na camada de saida. O cubo era
representado pela saida 0 0, a pirdmide pela saida 0 1 e a esfera
pelasaida 1 1.

4 MATERIAIS E METODOS

Nessa secdo, serdo apresentados os materiais e métodos utilizados
na solugio implementada e testada neste trabalho.

4.1 Robdé NAO

O robd escolhido para este projeto foi o robé6 NAO por ja fazer
partc do arscnal dc fcrramentas disponiveis no Laboratorio ondc
este projeto foi desenvolvido. Outro fato importante é a aceitagdo
dos usuarios para este tipo de robd em atividades intelectuais.
Segundo [6, 10] a aparéncia do robd ¢ extremamente importante
para a colaborag@o dos usudrios nas tarefas de interagdo e isso
ainda pode variar em determinadas culturas. Utilizar um rob6 que
tem aparéncia humana para atividades intelectuais tem melhores
resultados quando comparados a trabalhos que utilizam de robés
de outras formas, zoomorfos por exemplo, pois os usudrios
afirmam sentir que um robd que se aproxima a forma humana ¢é
mais provavel de ensinar algo para eles do que rob6 de outras
formas.

Sobre os recursos do rob6 NAO, como caracteristicas fisicas
destacam-se seus 60 cm altura, 5 kg de peso, 25 graus de
liberdade, 2 cédmeras, 4 microfones, sintetizador de voz, entre
outros itens ndo tdo pertinentes a este trabalho. Em questdes de
software, ele suporta as principais linguagens de programacao,
sendo a de maior

suporte a de C++ [2]. O robd tem sido utilizado em mais de 550
universidades e laboratorios de pesquisa espalhados pelo mundo.
Robética, Inteligéncia Artificial, Ciéncia de Computagio,
divergindo para Sociologia e Medicina sfo algumas das areas de
pesquisa onde esse rob6 tem sido utilizado.

4.2 Base de Dados

A base de dados escolhida para treinar e testar a rede ¢ a mesma
utilizada nos experimentos anteriores. Ela é bastante simples e
composta por 60 amostras, sendo 20 de cada classe. As imagens
foram tiradas pela cdmera do robd e seus tamanhos podem variar
de acordo com a suas posi¢des no campo de visdo do robd, ou seja,
a distancia entre os objetos e a cAmera. Na Figura 4 ¢ possivel ver
algumas amostras do conjunto de dados de treinamento.
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Figura 4: Exemplos de cada classe da base de dados. Fotos de

um cubo na primeira linha, esferas na segunda e pirimides na
terceira.

Apesar das imagens desses primeiros testes serem simples,
pretende-se alcangar um sistema de visdo robusto para utilizar para
qualquer tipo base e ser usado em outras aplicagdes, como navegagéo
por exemplo.

4.3 Modelo Inception-v3

O modelo de rede neural implementado neste trabalho ¢ baseado
na arquitetura Inception-v3 [9] desenvolvida inicialmente para
classificar imagens da base de dados IMAGENET2, um imenso
conjunto com mais de 15 milhdes de imagens organizadas em 22
mil categorias. Entretanto, os pardmetros podem ser configurados
para classificar outros tipos de imagens. Os autores compararam
este modelo com uma rede padrdo de feedfoward com camadas
similares a da Inception-v3 e concluiram que por ela ser uma Rede
Neural Convolucional (Convolutional Neural Network - CNN, ela
possuia menos conexdes e pardmetros, sendo treinada mas
facilmente.

A arquitetura desta rede ¢ sumarizada na Figura 5. Ela possui 60
milhdes de pardmetros e 650.000 neurdnios, consistentes em

2hnp.//www.image-net.org/, Acessado em 08/08/2017
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cinco camadas convolucionais, algumas das quais sdo seguidas por
camadas de max pooling, e trés camadas totalmente conectadas
com um final de 1000-way softmax. O modelo original esta
configurado com entradas de 224x224 bytes por se tratar do
tamanho das imagens do IMAGENET. Portanto, ¢ trivial de se
concluir que essa entrada deve ser ajustada para o tamanho das
imagens a serem classificadas. Uma das caracteristicas da
Inception ¢ que o Max Pooling - o filtro para convolucionar as
camadas - ¢ configurado de forma a gerar sobreposicdo entre as
vizinhangas. Esse cendrio se mostrou mais dificil de ocorrer overfit
comparado ao cendrio onde ndo ha sobreposi¢do. Como resultado
na competigdo LSVRC-2010 (Large Scale Visual Recognition
Challenge 2010), essa rede obteve taxa de erros para classificacdes
top-1 e top-53 37.5% e 17.0%, superando o estado-da-arte da
época.

4.4 Data Augmentation

Como esse tipo de rede depende de milhares de exemplos para
uma generalizagdio sem overfit, existem técnicas que permitem
trabalhar a base dados com algumas transformagdes resultam em
outras imagens mas que ndo alteram as propriedades das classes,
por exemplo reflexdo e rotagdo. Sobretudo para base de dados
pequenas, como € o caso, essas técnicas ajudam a ndo deixar
alguns pardmetros livres para essas redes que trabalham com
grande quantidade de dados. Outra transformada ¢ retirar n sub-
amostras da mesma imagem com uma razdo de 0.875, mesma
razdo utilizada pela GoogleNet e AlexNEt que apos testada varias
outras propor¢des foi tida como a que melhor otimizava a
generalizagfo da rede.

4.5 Treinamento e Hardware

Para o treinamento foram utilizadas as imagens descritas anteri-
ormente. O modelo da Inception-v3 foi implementado no Tensor-
Flow [1]. O hardware utilizado foi um computador com
processador Intel i-7 de 3,6 Ghz. O treinamento contou com
processamento em GPU em uma placa de video Geforce GT720 e
driver Cuda 8.0.

Com as transformag¢des de Data Augmentation foram originadas
144 imagens para cada uma das 3 classes, totalizando 432
imagens, que apesar de ainda ser uma base de dados pequena, € o
suficiente para os testes deste experimento. As imagens foram
transformadas em um Tensor (array grande de multiplas
dimensdes) no qual cada linha representava uma imagem. Para
decompor a imagem em tensor o padrdo seguido foi o sugerido no
site do TensorFlow, proposto para classificar imagens da CIFAR-
10 4. No padréo das linhas, o primeiro niimero era referente a
classe que aquela imagem pertencia, seguido de 3 combinagdes de
s inteiros entre 0 e 255, correspondentes aos pixels RGB da
imagem, onde s = w * h, ou seja, o tamanho da imagem obtido
pela altura multiplicada pelo compriento. O padrio para as classes
foi de valore 0 para esfera, 1 para cubo e 2 para piramide. N&o foi
realizado método de tuning, pois os parametros sugeridos pelos
autores da arquitetura da Inception-v3 ¢ otimizado para a base de
dados similares as que eles utilizaram.

3, . . .
A imagem classificada era comparada com a primeira resposta que a rede

dava ou com as 5 primeiras respostas da rede.
4 https://www.tensorflow.org/tutorials/deep_cnn/ visitado em 08/08/2017

A técnica de K-fold cross validation foi implementada com k=5
para validag&io da rede. Foi desenvolvido um programa em Python
para converter as imagens nesse tensor e escrevé-lo em um
arquivo bindrio para que o TesorFLow pudesse lar. Esse cddigo
separava as bases de treinamento e de teste em conjuntos de 90%
e 10% da base original, porém com as classes balanceadas,
resultando em 388 amostras para treinamento e 44 imagens para
teste para cada um dos 5 folds sendo esses folds sem intersec¢do
entre si.

Durante o treinamento o TensorFlow gera checkpoints do modelo
da rede com os pesos configurados até aquele momento. O treina-
mento foi configurado para 10 mil passos e gerar um checkpoint a
cada 100 passos. Dessa forma € possivel avaliar o modelo a cada
checkpoint gerado. Foi observado que para essa base de dados o
algoritmo convergia rapido e estabilizava a acuracia sempre com
valor 1 apods o passo 1000. Sendo assim, as tabelas 2 e 3 trazem,
respectivamente, o resultado de precisdo e o erro calculado até o
passo 1000 para os 5 treinamentos do cross-validation.

Tabela 2: Resultado da precisio.

K| o 100 | 200 | 300 | 400 | s00 [ eoo | 700 | 800 | 900 | 1000
T [0253 [ 0409 1 |0594 (0393 1 T | 008 | 009 [099 [ 1
2 04680820 1 1 1 1 1 1 1 1 1
3 oo | 1 1 1 1 1 1 |o390] 0960 | 1 1
4| 1 o289 |o0g9s| 1 1 1 1 |ooges| 1 1 1
5 | 0.252 1 1 0.395 | 0.538 | 0.579 | 0.587 | 0.857 1 1 1
Tabela 3: Resultado do erro.
K 0 100 | 200 | 300 | 400 | 500 ] 600 ] 700 | 800 | 900 | 1000
11347 1239122211981 19 [195 ] 16 | 1481138 [ 132 1.18
21347131 122112031188 ) 160 )158) 144 ) 142 )120]) 107
31347 ]240]220 1201|184 ]177 | 158210 | 1.62]147] 1.31
413482421228 1210 191|172 170|167 | 143|132 125
5134712441218 ]385]194]169|154] 148 ]3.05]275] 257

5.2 Comparacio de resultados das

diferentes abordagens

As abordagens discutidas nesse artigo trazem vantagens e
limitagdes que podem ser fortes pontos de impacto na aplicagfo.
A Tabela 4 traz um breve resumo de alguns dos fatores que
contam para a avaliacdo do trade-off para a arquitetura robotica
final. E possivel notar que a primeira abordagem é bem inferior as
outras na maioria dos pardmetros comparados. Sua Unica
vantagemter um custo computacional mais baixo, podendo ser
embarcado de alguma forma no robd apds um tratamento mais
refinado para obter uma acuracia melhor.

A segunda abordagem mostrou uma acuricia pior que a terceira,
mas possui um tempo de treinamento significativamente inferior,
sendo uma boa escolha quando for necessario refazer a base para
casos mais especificos. Esse as vezes chega ser um ponto
negativo, pois sua capacidade de generalizacdo ¢ também inferior
a da CNN por ser mais sensivel a caracteristicas da imagem como
iluminagdo e tamanho da imagem.
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Figura S: Esquema da arquitetura inception-v3 |9].

Tabela 4: Comparacfio entre as abordagens.

Tempo de L Custo
Abordagem ) Acuracia . Vantagens
Treinamento Computacional
Hough + MLP | ~20horas | 80% Baixo Custo computacional
BoF + SVM ~0.92 seg 92% Médio Tempo de treinamento
Inception-v3 ~ 5 horas 100% Alto Acuracia e generalizagdo

Finalmente, a abordagem com a rede Inception-v3 mostrou-se
superior na acurdcia e com um tempo de treinamento mediano
comparado com os outros métodos. A base de dados é pequena
mas com alguns tratamentos foi possivel lidar com o problema
dos argumentos livres. Entretanto, estes testes sdo bastante
superficiais e ndo permitem fazer maiores afirmagdes. Expandir a
base de dados com imagens das formas geométricas espacias em
diversos lugares diferentes e retomar os experimentos realizados
podera melhorar as conclusdes tedricas tiradas deste estudo e
também permitird que o robd seja utilizado em diferentes
condigdes sem ter que treinar o sistema em cada uma delas.

6 CONCLUSAO

Os testes, embora muito iniciais, sugeriram que essa abordagem é
interessante para a aplicagfio desse cenario devido a sua precisdo e
simplicidade em a manipular. Uma das unicas desvantagens que
ela apresenta ¢ a necessidade de um alto poder computacional
para treinar a rede em tempo habil, o que pode torna-la inviavel
para ser usada com pessoas com acesso a computadores mais

simples (como os professores dos alunos).

O proximo passo sera incorporar este método no sistema de visdo
do robd e executar testes com o sistema todo para avaliar o
comportamento da Inception nesse caso. J4 para testes futuros em
laboratorio espera-se aumentar a base de dados e usar uma base
com um maior numero de classes até que a algoritmo se encontre
robusto o suficiente para ir para a aplicacdo final. Espera-se
também utilizar de GPUs para fazer estes testes na base de dados
maior.
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