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ABSTRACT

Programming courses of Computer Science degrees are essential
for the professional formation of area’s students. Nevertheless, the
low performance of students in these courses has concerned
universities’ coordinators and educators, given that this fact may
be related to the rise of droppings in the area’s courses. In this
paper, we propose a method to identify students more prone to fail
in the first programming courses taken by the students in a public
Brazilian university’s Informatics Center. Results show that is
possible to identify these students by gathering their results on the
admission exams and on prerequisite courses, obtaining success
rates above 80%.

RESUMO

As disciplinas de programacdo de cursos de Computagdo sdo
essenciais para a formag@o profissional dos estudantes da drea. No
entanto, o baixo rendimento de estudantes nestas disciplinas tem
preocupado educadores e gestores das universidades, ja que este
fato pode ainda estar relacionado ao aumento da evasdo nos
cursos da drea. Neste trabalho, propomos um método de
identifica¢do de estudantes propensos ao fracasso nas disciplinas
iniciais de programacdo de cursos do Centro de Informdtica de
uma universidade publica brasileira. Resultados mostram que é
possivel identificar estes estudantes usando informagdes de
desempenho na prova de ingresso e nas disciplinas pré-requisito
com taxas de acerto superiores a 80%.

Categories and Subject Descriptors

H.2.8 [Database Applications]: Data Mining; 1.2.1 [Artificial
Intelligence]: Applications and Expert Systems; K.3.2
[Computers and Education]: Computer science education.

General Terms
Design, Experimentation, Human Factors.

Keywords
Educational Data Mining, Machine Learning, Prediction,
Students’ performance, Academic failure.

1. INTRODUCAO

Nas universidades brasileiras é comum que estudantes de cursos
de Computacdo apresentem dificuldades no aprendizado de
disciplinas de programacdo, acarretando aumento das taxas de
reprovagdo e evasdo das disciplinas da drea [14]. Esse fato se
agrava quando consideramos que essas disciplinas sdo essenciais
para uma boa formacdo profissional do aluno da édrea [6], logo é
interessante prover meios de identificar os fatores responsdveis
pelas dificuldades dos alunos, a fim desenvolver estratégias para

superd-las. Vdrios trabalhos na literatura dedicam-se neste estudo,
tais como: [6], [8], [11], [12], [18] e [20].

Fatores que contribuem para um baixo rendimento e dificuldade
em assimilar contetidos das disciplinas de programagdo foram
investigados por diversos autores, dos quais podemos destacar:
Dominio de interpretacdo e compreensdo de texto [7], habilidade
de resolugdo de problemas [7,18], embasamento matematico
[9,18,20] e experiéncia prévia em programacdo e computadores e
softwares (Games, Internet, etc) [20]. Esses, entre outros fatores,
estdo diretamente relacionados com os indices de evasdo e
reprovacdo de disciplinas nos cursos na drea de Computacéo [14],
que ainda apresentam taxas de evasdo acima da média, se
comparados com cursos de outras areas [19].

Diante desta problemdtica, técnicas de Mineragdo de Dados
Educacionais (Educational Data Mining, EDM) podem ser
aplicadas com intuito de aprimorar o processo de ensino-
aprendizagem nas disciplinas de programacio. EDM consiste na
aplicacdo de técnicas de Minera¢do de Dados (Data Mining) no
campo educacional, que por sua vez, segundo [2] é composta por
um conjunto de metodologias com o objetivo de extrair
conhecimentos ndo explicitos e ndo conhecidos previamente de
um conjunto de dados. A descoberta de conhecimento possui
grande valia em diversas situa¢des, por exemplo, ajudando em
tomadas de decisdes de universidades [21], empresas e governos,
baseando-se no novo conhecimento adquirido a partir da
aplicacdo de técnicas de Data Mining nos dados. EDM vem
ganhando for¢a e popularidade entre instituicdes de ensino, que
buscam melhorar a qualidade do seu ensino e desempenho de seus
alunos. Aplicando técnicas de Data Mining, podemos analisar
dados educacionais e buscar por padrdes e relacdes desses dados
com o objetivo de detectar caracteristicas particulares do mesmo,
gerando conhecimento, e a partir dai realizar previsdes de
desempenho de um estudante [1].

Motivados pela importancia das disciplinas de programacdo na
formacgdo profissional de estudantes de cursos de Computagdo e
da popularizacdo da drea de EDM, propomos neste artigo um
método para previsio de desempenho dos estudantes nas
principais disciplinas de programacao, utilizando, como base, os
seus resultados nas provas de ingresso na institui¢do de ensino e,
para alguns casos, o desempenho dos mesmos em disciplinas pré-
requisitos para as disciplinas avaliadas. A viabilidade do método é
estudada a partir de testes feitos com um conjunto de registros de
estudantes dos cursos de Ciéncia da Computagdo, Engenharia da
Computagdo e Matemdtica Computacional, do Centro de
Informatica de uma universidade brasileira.

O restante do artigo estd organizado da seguinte forma: Na se¢@o
2, apresentam-se os trabalhos relacionados; na secdo 3 descreve-
se a metodologia empregada no desenvolvimento do trabalho; os
resultados sdo apresentados e discutidos na se¢do 4; na segdo 5
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mostram-se as conclusdes e trabalhos futuros e, por fim, as
referéncias utilizadas no trabalho sdo exibidas.

2. TRABALHOS RELACIONADOS

A Mineracdo de Dados Educacionais € um campo de pesquisa
bastante promissor e tem apresentado um grande crescimento no
Brasil e no Mundo nos tltimos anos [1]. [17] divide EDM em
oito categorias principais, sendo uma delas, a predi¢do de
desempenho de alunos, que ¢ uma das mais antigas e populares
aplicacdes de Mineragdo de Dados Educacionais. Predicao de
desempenho de alunos pode ser aplicada por uma boa variedade
de técnicas de Data Mining, como Redes Neurais, Redes
Baysianas e andlises de Regressdo e Classificagdo. Além de
possuir uma vasta aplicabilidade, desde a predi¢do de desempenho
académico de estudantes universitirios até a previsdo da
quantidade de erros um estudante ird cometer num teste [17].

Autores tentam entender os fatores responsaveis pelas
dificuldades enfrentadas pelos alunos nas disciplinas de
programacio de um curso de Computacio, [15] e [16] analisam as
dificuldades enfrentadas por alunos durante a aprendizagem
destas disciplinas, relacionando-as com diferentes metodologias
de ensino, de modo a desenvolver um melhor ambiente de ensino
e aprendizagem entre professores e alunos. [9] criou um projeto
chamado “Ensino de Légica de Programagio e Estrutura de Dados
para Alunos do Ensino Médio”, para recrutar alunos do Ensino
Meédio de escolas brasileiras, interessados em programagdo, com o
objetivo de iniciar, o mais cedo possivel, o contato de alunos com
os conceitos de raciocinio légico por meio de resolucdo de
problemas utilizando algoritmos e estrutura de dados, buscando
capacitar o aluno com as habilidades necessarias na programagao
e motivd-lo a continuar na drea, consequentemente, diminuindo a
quantidade de evasdo e reprovacdo em disciplinas de Programagao
no futuro.

Usando técnicas de Data Mining, como Arvores de Classificagio
e Regressdo, [13] analisa dados sociais, demogrificos e do
ambiente de estudo de estudantes da disciplina de Sistemas de
Informacdes da Open Polytechnic of New Zealand entre os anos
de 2006 e 2009, a fim de detectar quais fatores sdo os mais
importantes, entre os demais, para caracterizar um aluno de
sucesso (que serd aprovado na disciplina) ou de insucesso (que
serd reprovado na disciplina). Ele conclui que a etnia, o curso
(Administragdo ou Ciéncias Aplicadas, cursos avaliados em seu
estudo) e o semestre que o curso foi oferecido, sdo os principais
fatores para a previsdo de alunos que obterdo sucesso na
disciplina. Alguns trabalhos de EDM vém sendo aplicados em
cursos de Computagdo, como forma de previsdo de desempenho
de alunos. [4] analisam a possibilidade de predicdo de
desempenho de alunos do primeiro periodo nas disciplinas de
cdlculo, com base no seu desempenho no vestibular. Os autores
argumentam que essas informacdes possuem grande valor
académico, ja que o fracasso nas disciplinas iniciais do curso estd
muitas vezes relacionado com o aumento nas taxas de evasao nos
cursos. [3] também propdem um classificador para analisar as
notas de alunos nos cursos de Computacdo, com base em dados
sociais, econdmicos e de desempenho no ensino médio, usando o
classificador Naive Bayes.

3. METODOLOGIA

3.1 Obtencio dos dados e pré-processamento

Os dados utilizados neste trabalho foram obtidos através da
Superintendéncia de Tecnologia da Informagdo (STI) da
Universidade Federal da Paraiba (UFPB) e contém registros
andénimos de alunos dos trés cursos de graduagdo (Ciéncia da
Computacdo, Engenharia da Computacdo e Matemadtica
Computacional) do Centro de Informdtica, da mesma institui¢éo,
do ano de 1995 até 2014. Os registros sdo compostos de
informacdes de desempenho dos alunos nas matérias do vestibular
e as suas notas em todas as disciplinas cursadas (Neste trabalho s6
sdo analisadas as disciplinas de programacdo). Como as
informacdes foram obtidas em tabelas separadas, fez-se necesséria
uma etapa de pré-processamento, na qual se utilizaram as
ferramentas Pentaho e PostgreSQL para combinar as informagdes
a fim de utiliza-las na ferramenta Weka, introduzida na Sec¢io 3.3.

A Tabela 2 contém informagdes de todos os alunos que
ingressaram na universidade no periodo descrito e a Tabela 3
contém informagdes das disciplinas cursadas pelos alunos, bem
como a sua situagdo final na disciplina (Reprovado, Aprovado,
Interrompido ou Reprovagdo por Falta). Neste trabalho ndo foram
consideradas instancias de alunos que interromperam a disciplina
ou reprovaram por falta. O cruzamento das informagdes das
tabelas foi realizado de acordo com a matricula do aluno, com
proposito de agrupar em um sé conjunto de dados, todas as
informacdes necessdrias para o processamento pela ferramenta de
Data Mining. Ao término desta etapa, realizou-se outra etapa com
intuito de identificar a presenca de ruidos e auséncia de
informag¢Ges importantes. Instdncias que apresentaram algumas
destas caracteristicas foram eliminadas. O ndmero total de
instancias resultantes para cada teste € apresentado na Tabela 1.

Tabela 1. Resultados obtidos na previsao de desempenho na
disciplina “Introducio a Programacao”

Instancias da Instancias da

Disciplina classe classe
“Insucesso” “Sucesso”

Introdugdo a Programagdo 212 846
Linguagem de Programacio

£lag gramas 143 739
Linguagem de Programacao

guag II g ¢ 94 514

Estruturas de Dados 51 167

3.2 Modelo proposto

Neste trabalho, propomos um modelo para identificar,
precocemente, alunos propensos ao insucesso nas disciplinas de
programacdo em cursos de Computacdo. Utiliza-se como base
para construcdo do método, o fluxograma dos cursos de
Computacdo avaliados, mas espera-se que 0 mesmo possa ser
adaptado a cursos de outras instituicdes de ensino com alguns
ajustes. Realizamos a previsdo de desempenho dos alunos em
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quatro disciplinas obrigatérias dos tr€s primeiros periodos do
curso, sdo elas: “Introdug¢do da Programacgdo”, “Linguagem de
Programacao I”, “Linguagem de Programacio II” e “Estruturas de
Dados”. Acreditamos que a identificacdo precoce dos estudantes
propensos a insucesso nestas disciplinas auxilie professores e
coordenadores de curso no desenvolvimento de acdes que visem
reduzir a quantidade de reprovacdes e, possivelmente, evasdo por
fracasso nas disciplinas iniciais, ajudando a aprimorar os sistemas
de ensino das universidades.

A situag@o do aluno nas disciplinas (classe) € definida a partir da
sua média final. Alunos que obtiveram nota menor que 5,0 (nota
minima para aprovacdo em uma disciplina na institui¢ao) sao
considerados como sendo da classe “Insucesso” e os alunos que
alcancaram pelo menos 5,0 sdo considerados da classe “Sucesso”.
As informagdes utilizadas como atributos de entrada para o
problema de classificagdo diferem-se de acordo com a disciplina
analisada, pois elas sdo ministradas em periodos diferentes do
curso. A Tabela 2 mostra os atributos de entrada para as
classifica¢cdes em cada uma das disciplinas.

Tabela 2. Atributos de entrada para as tarefas de classificacio

Atributos de Entrada

Desempenho nas disciplinas (Matematica,
Fisica, Quimica, Biologia, Geografia,
Histéria, Comunicacédo e Expressdo e

Lingua Estrangeira) da prova de ingresso

na instituicao (decimal)

Disciplina

Introducio a
Programacio

Desempenho nas disciplinas da prova de
ingresso na institui¢do (decimal), reprovou
algum pré-requisito (booleano) e nota pré-

requisito (decimal)

Linguagem de
Programacao I

Desempenho nas disciplinas da prova de
ingresso na institui¢do (decimal), reprovou
algum pré-requisito (booleano), nota pré-
requisito I (decimal), nota pré-requisito II
(decimal)

Linguagem de
Programacao II

Desempenho nas disciplinas da prova de
ingresso na institui¢do (decimal), reprovou
algum pré-requisito (booleano), nota pré-
requisito I (decimal), nota pré-requisito II
(decimal)

Estruturas de
Dados

3.3 Avaliacao do modelo

Para estudar a viabilidade do método proposto na previsdo de
desempenho dos alunos dos cursos de Computagdo foram
realizados diversos testes na ferramenta Weka, que possui uma
colecio de algoritmos de aprendizagem de maquina
implementados e permite que os resultados obtidos com os vérios
métodos  sejam  facilmente explorados e comparados,
possibilitando que os algoritmos mais adequados sejam definidos
para o problema [10].

Selecionaram-se quatro algoritmos de aprendizagem de maquina
distintos: IBk, RandomForest (RF), BayesNET (BNet) e
MultilayerPerceptron (MLP) e, para cada um deles, buscou-se,
por tentativa e teste, encontrar o conjunto de pardmetros que
produzisse os melhores resultados. Em ambos os casos a divisdo
entre conjunto de treinamento e testes foi feita a partir de

Validagdo Cruzada (do Inglés Cross Validation) com 10 folds.
Nesta abordagem o conjunto de dados original é dividido em &
subgrupos disjuntos (folds), onde para k-1 subgrupos € feito o
treinamento do modelo, que € testado com o subconjunto restante.
O processo € repetido usando-se subconjuntos diferentes para
treinamento e teste, até completar £ repeticdes. Ao término dos
testes, calcula-se a média das taxas de acerto e erro de todos os
testes. Com o intuito de se obter resultados mais consistentes nos
testes, realizou-se uma etapa de pré-processamento no conjunto de
dados a fim de balanced-lo, dado que a quantidade de instincias
da classe “Sucesso” era bem maior que as da classe “Insucesso”
(Ver Tabela 1) Aplicou-se o filtro SMOTE [5] para realizar o
balanceamento.

Como forma de avaliacdo dos métodos utilizou-se a acuricia
(ndmero de instincias classificadas corretamente) e as taxas de
verdadeiros positivos (VP) e verdadeiros negativos (VN), jd que a
primeira métrica, quando usada isoladamente, pode ndo nos dar
informagdes consistentes sobre o desempenho dos classificadores.
Tanto os VP quanto os VN sao classificagdes corretas e indicam
as porcentagens de classificagdes corretas de estudantes que
reprovaram nas disciplinas e a classificagdes corretas de
estudantes que foram aprovados nas disciplinas, respectivamente.
As taxas de falsos negativos (FN) e falsos positivos (FP) sdo
complementares as medidas de VP e FP, respectivamente, e serdo
omitidas dos resultados por questdo de simplicidade.

No intervalo de tempo dos dados obtidos para testes, a UFPB
utilizou dois sistemas de ingresso diferentes (PSS e ENEM),
sendo o segundo deles mais recente (datando do ano de 2011),
assim tem-se um nimero reduzido de registros. Dessa maneira, os
testes detalhados foram realizados com os registros do sistema de
ingresso PSS e os registros da forma de ingresso ENEM foram
utilizados para corroborar os resultados obtidos nos testes.

4. RESULTADOS E DISCUSSAO

Nesta se¢@o apresentamos os resultados dos testes de classificagdo
dos estudantes na ferramenta Weka, para as disciplinas avaliadas.
O primeiro teste de predicdo de sucesso foi realizado para a
disciplina Introdu¢do a Programacdo, ministrada no primeiro
semestre dos cursos, utilizando os atributos de entrada descritos
na Tabela 2, cujos resultados podem ser vistos na Tabela 3.

Tabela 3. Resultados obtidos na previsao de desempenho na
disciplina “Introducio a Programacao”

Meétrica/ IBk RF | BNet MLP
Algoritmo
Acurdcia 81.9% | 82.9% | 742% | 73.1%

Verdadeiros 93,6% 81,8% 70,1% 72%
Positivos (VP)
Verdadeiros 73,2% 83,8% 77,2% 74%
Negativos (VN)

A partir dos resultados mostrados na Tabela 3, vemos que os
classificadores produziram bons resultados, sempre com acuricias
e taxas de VP e VN superiores a 70%. Dentre os algoritmos
testados, o RandomForest obteve acurdcia préxima a 83%, com
taxas de VP e VN a 81%, porém o algoritmo que obteve melhor
taxa de classificacdo de VP foi o IBk, com resultados superiores a

93%. A classificacio de VP positivos é importante, pois
representa os alunos que provavelmente terdo insucesso na
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disciplina, entdo a sua identificacdo € primordial para que agdes
sejam tomadas de forma a minimizar os indices de reprovagdo nas
disciplinas.

O segundo experimento realizado consistiu na predicao de
desempenho de alunos na disciplina Linguagem de Programacao
I, que € ministrada no segundo semestre dos cursos. Os resultados
dos testes realizados sdo mostrados na Tabela 4.

Tabela 4. Resultados obtidos na previsao de desempenho na
disciplina “Linguagem de Programacao I”’

Meétrica/ Bk RF | BNet | MLP
Algoritmo
Acurdcia 81,8% | 83,05% | 72.8% | 74.2%
Verdadeiros 89% 6% | 674% | 66.2%
Positivos (VP)
Verdadeiros 777% | 871% | 16% | 78,9%
Negativos (VN)

Verificamos na Tabela 4 que os resultados produzidos pelas
classificacdes também foram bons, com acuracia de até 83% no
melhor algoritmo testado. Nesta classificagdo, além das notas da
prova de ingresso, consideram-se informagdes do desempenho do
aluno na disciplina pré-requisito. As taxas de VP alcancam 89%
quando utilizado o algoritmo IBk. No terceiro experimento, a
predi¢do de desempenho foi realizada para o conjunto de alunos na
disciplina de Linguagem de Programacao II, ministrada no terceiro
periodo do curso. Os resultados desse experimento encontram-se
na Tabela 5.

Tabela S. Resultados obtidos na previsao de desempenho na
disciplina “Linguagem de Programacao II”’
Meétrica/
Algoritmo
Acuricia 77,6% 84.7% 72% 75,9%

IBk RF BNet MLP

Verdadeiros 87.6% | 759% | 66% | 67.7%
Positivos (VP)

Verdadeiros 722% | 89.5% | 753% | 80.4%
Negativos (VN)

Pelos resultados da Tabela 5, podemos ver que os algoritmos
também obtiveram bons resultados, com acurdcia sempre acima de
dos 71%, e taxas de VP variando entre 66% a 87,6% e VN
variando entre 72,2% e 89,5%. Dos quatro algoritmos, podemos
destacar, novamente, o IBk, que obteve 87,6% de taxa de VP, e
como ja explicado anteriormente, o conhecimento gerado pelos
resultados do VP nos traz um maior conhecimento a fim de
minimizar indices de reprovagdo e evasdo. Outro ponto positivo
do algoritmo IBk, é que o mesmo conseguiu obter um bom
resultado, mesmo com outros dois algoritmos (BayesNET e
Multilayer Perceptron) obtendo resultados ndo tdo bons, na casa
dos 66% a 68%, mostrando que o IBk foi muito superior aos
outros, para essa situagdo. Destaca-se também o algoritmo
RandomForest que alcangou a maior acurécia (84,7%), apesar de
menor taxa de VP.

O ultimo experimento realizado levou em consideracio o
desempenho dos alunos na disciplina “Estrutura de Dados”. Na
Tabela 6, verifica-se o desempenho dos algoritmos testados, que
produziram acurdcias sempre superiores a 73%, sendo o
RandomForest o que obteve a melhor acurécia (81.25%) e o IBk
aquele que obteve melhor taxa na classificacdo de VP.

Tabela 6. Resultados obtidos na previsao de desempenho na
disciplina “Estruturas de Dados”

Métrica/
Algoritmo
Acurdcia 79,6% 81,2% 75% 73,7%

IBk RF BNet MLP

Verdadeiros 89.5% | 843% | 71% = 78.4%
Positivos (VP)

Verdadeiros 69,5% | 784% | 725% @ 69,5%
Negativos (VN)

Através dos resultados apresentados, podemos concluir que o
algoritmo IBk foi o que produziu os melhores resultados,
destacando-se entre os demais. Possuindo resultados sempre
superiores a 87,6% nas taxas de VP, entre os quatro testes
realizados. Assim, apontando uma boa qualidade dos testes
realizados e do modelo utilizado quanto a capacidade de prever o
desempenho dos estudantes em disciplinas de programacio.

Como contribuic¢do, temos que, em posse do modelo de previsdo
apresentado, as tomadas de decisdes tanto de professores como de
coordenadores serdo facilitadas, pois, com a andlise realizada, os
docentes terdo uma previsdo dos alunos propensos a falhar numa
disciplina, de modo que possam tomar acdes educativas prévias a
fim de reverter o possivel insucesso do mesmo na disciplina e,
consequentemente, ajudar a diminuir os indices de reprovacdo e
evasdo em disciplinas de programacao.

Como forma de validag¢@o dos resultados obtidos com o conjunto
de dados de alunos provenientes da primeira forma de ingresso
(PSS), realizaram-se experimentos similares com o conjunto de
alunos provenientes do ENEM e os resultados obtidos ficaram
bem préximos dos do primeiro teste. Isso sugere que o nosso
método pode ser utilizado para vérias formas de ingresso, ndo sé
as utilizadas neste artigo, bem como para diferentes tipos de
cursos de graduacdo, desde que o mesmo apresente as disciplinas
do exame de admissdo referenciando disciplinas bésicas do ensino
médio.

5. CONCLUSAO

Apresentamos neste trabalho um método para identificacdo de
estudantes propensos a reprovacio nas disciplinas de programagao
dos cursos de Computagdo. Utilizaram-se como forma de
validagdo do método, registros de estudantes dos trés cursos de
graduacdo do Centro de Informdtica, da UFPB. Os resultados
obtidos com classificadores populares na ferramenta Weka
atestaram a viabilidade das predigdes realizadas. Esperamos que
os resultados obtidos neste trabalho possam ser usados no
planejamento de estratégias para reduzir o problema da
reprovacdo nas disciplinas de programacio e, consequentemente,
reduzir os indices de evasdo na drea que sdo influenciados pelas
reprovacdes. Como trabalho futuro, pretendemos utilizar dados
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socioecondmicos dos alunos juntamente com as informagdes de
desempenho do vestibular e disciplinas, na tentativa de criar um
modelo mais robusto de classificacdo de estudantes.
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