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ABSTRACT 
This paper presents an educational assistive technology model 
designed for optimum training aid groups for Collaborative 
Learning Computer Supported contexts. The theoretical basis of 
the work is focused in the areas of Education, Positive Psychology 
and Artificial Intelligence. As a research methodology is made a 
pilot study contextualized in the Virtual Learning Environment. 

Keywords: Collaborative Learning. Education. Positive 
Psychology. Virtual Learning Environment. 
 

RESUMO 
Este artigo apresenta um modelo de tecnologia de apoio 
educacional concebido para o auxílio à formação otimizada de 
grupos para contextos de Aprendizagem Colaborativa Apoiada 
por Computador. O aporte teórico do trabalho é focado nas áreas 
de Educação, Psicologia Positiva e Inteligência Artificial. Como 
metodologia de pesquisa é feito um estudo-piloto contextualizado 
no ambiente virtual de aprendizagem. 

Palavras-chave: Aprendizagem Colaborativa. Educação. 
Psicologia Positiva. Ambiente Virtual de Aprendizagem. 

1. INTRODUÇÃO 
Para [Stahl et al., 2006], com o suporte à colaboração entre os 
indivíduos em contextos de aprendizagem virtual, o campo CSCL 
(em inglês Computer Supported Collaborative Learning) tem 
fortes contribuições, mas também trouxe consigo alguns desafios, 
tais como: a) Qual a mais adequada representação afetiva dos 
alunos para a aprendizagem colaborativa? b) Qual a melhor 
distribuição dos alunos em grupos, de forma a potencializar a 
aprendizagem colaborativa? e c) Como modelar e implementar 
computacionalmente tal abordagem? Baseado nestes desafios, esta 
pesquisa considera a afetividade do indivíduo, expressada através 
de suas variáveis positivas Esperança, Autoeficácia e Autoestima 
para a potencializar a colaboração de grupo em contextos CSCL.  

2. PSICOLOGIA POSITIVA 
Para [Paludo e Koller, 2007], a Psicologia preocupou-se em 
investigar patologias, negligenciando os aspectos saudáveis dos 

seres humanos. Ainda para [Paludo e Koller, 2007], a partir de 
1998, o psicólogo Martin Seligman iniciou movimento 
denominado Psicologia Positiva, que visa oferecer nova 
abordagem às potencialidades e virtudes humanas, estudando as 
condições e processos que contribuem para a prosperidade dos 
indivíduos e comunidades. 

2.1 Variáveis Positivas 
Entre as principais contribuições da Psicologia Positiva, 
destacam-se a construção de instrumentos de avaliação, modelos 
de intervenção e aplicação no curso desenvolvimental [Paludo e 
Koller, 2007]; [Seligman e Csikszentmihalyi, 2000]. Baseado em 
[Hutz, 2014], [Hutz et al., 2014], [Pacico e Bastianello, 2014] e 
[Pacico et al., 2014] descreve-se as variáveis positivas Esperança, 
Autoeficácia e Autoestima, às quais são utilizadas na definição do 
perfil do aluno para o modelo de tecnologia de apoio educacional 
proposto neste trabalho.  

Esperança: Esperança é definida como cognições voltadas para a 
obtenção de um objetivo, compostas por rotas e agenciamento 
(estrutura bifatorial). O agenciamento é a motivação do sujeito em 
perseguir a meta a ser alcançada, e as rotas são os caminhos 
planejados para obter tais objetivos. Ambos precisam estar 
presentes para que haja esperança, entretanto, somente os dois não 
garantem sua existência. É preciso que a interação 
agenciamento/rotas e rotas/agenciamento ocorra durante todo o 
processo de busca do objetivo. O modelo de Esperança, descrito 
em [6], considera que ela é estável no tempo, e é medida por meio 
da Adult Dispositional Hope Scale (ADHS). Esta escala é 
utilizada no Brasil da adaptação da escala ADHS [Pacico e 
Bastianello, 2014]. 

Autoeficácia: Para [Pacico et al., 2014], a crença na capacidade 
de realizar uma determinada tarefa, com base nos próprios 
recursos, foi definida por [Bandura, 1997] como autoeficácia. 
Para [Bandura, 1997], a autoeficácia é a crença na capacidade de 
reunir recursos cognitivos, motivacionais e comportamentais 
necessários para a execução de uma tarefa que está no centro do 
conceito da autoeficácia (e não a realidade em si).  

Autoestima: Para [Hutz et al.,2014], a autoestima representa um 
aspecto avaliativo do autoconceito e consiste em um conjunto de 
pensamentos referentes a si mesmo. Trata-se, portanto, de uma 
orientação positiva (autoaprovação) ou negativa (depreciação) de 
se voltar para si mesmo e, nessa concepção, ela é a representação 
pessoal dos sentimentos gerais e comuns de autovalor, conclui 
estes autores.  
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2.2 Escalas de Autorrelatos 
Para [Hutz et al., 2014], Escalas de Autorrelatos são instrumentos 
de avaliação para processo de coleta de informações, às quais 
auxiliam a conhecer e entender melhor o indivíduo. Escalas de 
Autorrelatos são uma forma válida e bastante utilizada para 
avaliar afetos1. Nelas os participantes respondem o quanto têm 
experienciado emoções ou sentimentos ao longo de um período de 
tempo [Hutz et al., 2014]. Conforme [Zanon e Hutz, 2014], 
Escalas de Autorrelatos são compostas por conjuntos de itens, 
dispostos na forma de adjetivos ou sentenças, que descrevem 
aspectos positivos do indivíduo como emoções positivas ou 
negativas, a autoestima, o otimismo, a esperança e a autoeficácia. 
Na Tabela 1 são mostrados os níveis de perfis de autorrelatos do 
indivíduo em função das faixas de percentis considerando suas 
variáveis positivas Esperança (esp), Autoeficácia (aef) e 
Autoestima (aes). Esta classificação de níveis de autorrelatos é 
baseada em [Hutz, 2014].  

Tabela 1: Perfis de autorrelatos Vs. Percentis 
Faixas de 

Percentil (pct) 
Níveis de autorrelatos 

do indivíduo 

〈 30% Baixo (B) 

≥ 30% e 〈 40% Médio Baixo (MB) 

≥ 40% e 〈 60% Médio (M) 

≥ 60% e 〈 70% Médio Alto (MA) 

≥ 70% Alto (A) 

 

Baseado [Hutz, 2014], são descritos na Tabela 2 perfis do 
indivíduo baseados nas variáveis positivas Esperança, 
Autoeficácia e Autoestima, bem como em seus níveis de 
autorrelatos. 

Tabela 2: Perfis do indivíduo Vs. Variáveis positivas 

Variáveis 
Positivas 

Perfis do indivíduo 

Esperança 
[Pacico e 

Bastianello, 
2014] 

 Níveis altos de Esperança indicam 
indivíduos que buscam ativamente 
aquilo que se considera importante 

Autoeficácia 
[Pacico e 

Bastianello, 
2014] 

 Indivíduos que se percebem 
altamente eficazes ativam esforços 
suficientes, que produzem resultados 
excelentes se bem executados. Estes 
conseguem se automotivar, ter 
iniciativa, persistência e empenham 
esforços necessários porque 
acreditam que podem lidar com os 
eventos de forma satisfatória. 

 Indivíduos que se percebem baixos 
em autoeficácia têm mais tendência a 
cessar seus esforços prematuramente 
e fracassar na execução das tarefas. 

 A autoeficácia está relacionada a 
diversas variáveis, como desempenho 

                                                                    
1  Intensidade e a frequência com que as pessoas vivenciam 

emoções positivas e negativas [Zanon e Hutz, 2014]. 

acadêmico. Estima-se, portanto, que 
aef baixo acarreta baixo desempenho 
acadêmico e aef alto acarretaria alto 
desempenho acadêmico. 

Autoestima 
[Hutz et al., 

2014] 

 Altos escores de aes: indivíduos 
com humor positivo, percepção de 
eficácia elevada. Indica saúde mental, 
boas habilidades sociais e bem-estar. 

 Baixos escores de aes: humor 
negativo, percepção de incapacidade, 
delinquência, depressão, ansiedade 
social, transtornos alimentares e 
ideação suicida.  

3. TRABALHOS CORRELATOS 
[Lima et al., 2008] consideram os fatores sócio-afetivos 
Capacidade de Cooperação, Personalidade e Liderança para a 
formação otimizada de grupos para contextos CSCL, utilizando, 
para isso, os formalismos de Algoritmos Genéticos (AGs). 
[Goldberg, 1989] considerava que os AGs são algoritmos 
baseados na teoria da evolução das espécies do naturalista 
britânico Charles Robert Darwin onde os indivíduos de uma 
determinada população evoluíam de acordo com os princípios de 
seleção natural e sobrevivência dos mais aptos. Ainda para este 
autor, tais algoritmos simulavam os processos de evolução da 
natureza, onde cada indivíduo representava uma possível solução 
para um problema dado. [De Castro, 2001]; [Sobrinho e Girardi, 
2003] salientavam que os AGs são algoritmos que operam com 
populações de indivíduos representados por cromossomos, os 
quais durante o processo de evolução são submetidos ao 
procedimento de seleção e reprodução, onde são aplicados os 
operadores de recombinação e mutação que são inspirados nos 
mecanismos naturais da genética, gerando assim novos indivíduos 
possivelmente mais adaptados. A Figura 1 mostra um fluxograma 
que descreve o funcionamento básico dos AGs. Para [Lima et al., 
2008], a execução de um AG é encerrada quando um número G 
de gerações apresentarem a mesma solução, ou seja, se o AG 
encontrar uma solução na i-ésima geração e ela permanecer como 
a melhor solução durante as G gerações seguintes, então se 
considera que o algoritmo convergiu e encerra-se a execução.  

 

Figura 1: Fluxograma básico de um AG 
 

[Lima et al., 2008] consideram a formação de grupos para 
contextos CSCL como sendo uma tarefa de otimização, a partir da 
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qual pode-se obter uma distribuição de grupos otimizada para uma 
determinada classe de alunos. Para o contexto deste trabalho, 
baseado em [Lima et al., 2008], declara-se o problema 
formalmente, como: Seja C uma classe de kxn alunos e F1, F2, ..., 
Fm a lista de variáveis positivas Esperança (esp), Autoeficácia 
(aef) e Autoestima (aes). Suponha que o professor deseja uma 
"boa divisão" de C em n grupos de k alunos sujeitos às variáveis 
positivas F1, F2, ..., Fm. Define-se um grupo-k em C como um 
subconjunto {l1, l2, ..., lk} de C com k elementos (neste estudo de 
caso k = 11). Define-se uma divisão kxn de C como um 
subconjunto {g1, g2, ..., gn} com n elementos, onde cada elemento 
é um grupo-k diferente em C. Define-se o fitness (quão bom é?) 
de uma divisão kxn D de C levando-se em conta as variáveis 
positivas F1, F2, ..., Fm como uma função definida em termos de 
F1, F2, ..., Fm que mapeia D em um número ϕ que mede o 
fitness, matematicamente, temos: 

ϕ = FITNESS(F1, F2, ..., Fm)(D). 

O problema da formação de grupos proposta é: Encontrar uma 
divisão kxn D de C que maximize a função FITNESS(F1, F2, ..., 
Fm)(D). Matematicamente, temos: 

maxDFITNESS(F1, F2, ..., Fm)(D)n 

Para [Banzhaf et al., 1998], a primeira decisão que se deve tomar, 
quando da implementação de um programa de computação 
evolutiva, é decidir como a solução será apresentada. Para o 
problema em questão, cada cromossomo representará uma classe 
de alunos, onde cada gene do cromossomo caracteriza um aluno 
dentro da classe (Figura 2). Desta forma, o número de genes do 
cromossomo é definido pelo número k alunos da classe. 
Sequencialmente, cada conjunto de n genes representa um grupo 
de alunos dentro da classe, onde n é o número de alunos que 
compõem um grupo. Cada um desses alunos terá associado um 
conjunto de atributos (níveis de variáveis positivas esp, aef e aes) 
que os distinguirão uns dos outros.  

 

 

Figura. 2. Codificação do cromossomo para n = 3 
 

A definição da função de avaliação é uma das tarefas principais na 
modelagem dos AGs, já que é através dela que será avaliada a 
qualidade de cada indivíduo na população [Knosala e Wal, 2001]. 
A função de avaliação dos indivíduos da população é dada em 
função das variáveis positivas definidas para a instância do 
problema em questão. Estas variáveis devem ser aplicadas de tal 
forma que associem uma formação D a um valor numérico. 
Tomemos como exemplo a aplicação da função de avaliação para 
as três variáveis positivas esp, aef e aes: f1, f2 e f3, 
respectivamente. Cada uma destas três variáveis aplicadas a uma 
determinada formação D traduz-se em um valor numérico que 
indica o grau de aplicação daquela variável positiva para aquela 
formação. A função de avaliação, então, é dada em função de cada 
um destes valores (ver Tabela 3)  

Tabela 3: Função de Avaliação 
Perfis de  Função de 

Autorrelatos Avaliação 

f1(D) = X 

F(X, Y, Z) f2(D) = Y 

f3(D) = Z 

 

[Lima et al., 2008] consideram modelo do aluno como um 
conjunto de características ou atributos sócio-afetivas de um 
determinado aluno. [Lima et al., 2008] definem o modelo do 
aluno como uma p-tupla 〈at1

l, at2
l, ..., atp

l〉 onde cada at1
l
≤i≤p, 

sendo p o número máximo de atributos, é o valor de um atributo 
do aluno. A esse conjunto de informações sócio-afetivas, que 
compõem o perfil dos alunos, dar-se o nome de modelo do aluno. 
Assim, a partir desse modelo, [Lima et al., 2008] definem uma 
função modelo do aluno que mapeia alunos de uma classe C em 
perfis. Matematicamente, temos: 

l lat ..., l,at l,at p21→
p

 

Neste trabalho, adota-se um modelo do aluno considerando o 
perfil de autorrelato do indivíduo baseado nas variáveis positivas 
Esperança, Autoeficácia e Autoestima, conforme descritas na 
seção 2. Matematicamente, temos: esp (at1

l), aef (at2
l) e aes (at3

l). 
Para efeito de inferências e análise de resultados, adota-se para as 
referidas variáveis (at1

l
≤i≤3) uma escala que varia de baixo (B), 

médio baixo (MB), médio (M), médio alto (MA) e alto (A). Esta 
convenção foi definida baseada [Hutz, 2014]. Logo, todo aluno 
está associado a uma tupla tal como:  

l A MA, M, MB, B,  →
p . Essa escala de 

valores determina o quão cada é em relação à Esperança, 
Autoeficácia e Autoestima. Segundo [Lima et al., 2008], o 
professor, embasado no modelo de aluno, pode definir o que para 
ele é um agrupamento ideal. Em outras palavras, o professor deve 
descrever, em função daquelas variáveis positivas - o que seria um 
grupo ideal para a aplicação da aprendizagem colaborativa. Para 
[Lima, 2006], o que se chama aqui descrever o grupo é 
determinar que níveis de perfis de autorrelatos que cada um dos 
integrantes dos grupos deveria possuir. Por exemplo, o professor 
pode definir o grupo ideal como sendo: 

Grupo ideal = {a1, a2, a3}, onde: 

a1 = {esp: alto, aef: alto, aes: alto} 

a2 = {esp: médio, aef: médio, aes: médio} 

a3 = {esp: médio, aef: médio, aes: baixo}  

 

Considerando-se as diferenças individuais potencialmente 
existentes entre os alunos, nem todos os grupos, ou mesmo 
nenhum, poderiam ser um espelhamento do grupo ideal descrito 
pelo professor. Portanto, é necessária a definição de um grupo 
aceitável que seria um limite mínimo de aceitação do professor 
para os agrupamentos [Lima, 2006]. Assim, define-se um 
intervalo no qual estão grupos aceitáveis e grupos não-aceitáveis 
(Figura 3). 
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Figura. 3. Classificação dos grupos quanto ao modelo do aluno 

 

Logo, considerando p o perfil dos alunos na classe C, I o conjunto 

de modelos do grupo ideal e A o conjunto de modelos do grupo 

aceitável, define-se a aceitação de um grupo g = {a1, a2, ..., ak} 
pelo professor, baseado em p, I e A como sendo a função:  

p[g]A
I = 
















∩∈

∈

contrário caso 0

A  I   p(k)} ..., p(a2),  {p(a1), se 2

A - I   p(ak)} ..., p(a2),   {p(a1), se 3

  

Esta função mapeia os grupos em categorias de aceitação. A 
categoria 3 representa os grupos mais aceitáveis. Categoria 0 não 
é um grupo aceitável. 

Definido o fator a ser aplicado na formação otimizada de grupos, 
pode-se determinar a função objetivo a ser maximizada pelo AG 
[Lima et al., 2008]. A função de avaliação de cada indivíduo da 
população é dada pelo cálculo da função p. Onde p está 
relacionada aos modelos dos alunos. A função de avaliação é 
definida em termos de F como segue abaixo: 

F(p[g]) = p[g] 

Assim sendo, a função de avaliação de cada indivíduo D é dada 
por: 

fitness = ∑ ∑
∈ ∈

=

D  D  

I
A (x.p[g]))F(p[g]

g g

 

onde F(., .) mapeia os graus de aceitação em números que 
refletem a qualidade do grupo segundo os critérios estabelecidos. 

4. ARQUITETURA DO MODELO 
O modelo proposto é constituído dos componentes: 
Professor/tutor, Interface, Agente Formador de Grupos (AgFG), 
Perfil de autorrelatos do aluno, Componentes de Mineração, AVA 

MOODLE e Logs do AVA (Figura 4) 

 

 

Figura. 4 Arquitetura do modelo proposto. 

 
A seguir são detalhados os componentes da arquitetura do 
modelo: 
Professor/tutor: Responsáveis pelo planejamento e organização 
da disciplina no AVA e gestão de alunos - gerenciar o 
recebimento de atividades, comentar atividades e dar retorno 
(feedback) aos alunos, avaliar a aprendizagem dos alunos, 
incentivar a interação entre os alunos, definem e propõem 
agrupamentos de alunos, em função dos níveis de esp, aef e aes 
dos alunos. 

Interface: Conjunto de meios físicos ou lógicos com vista a 
permitir a comunicação entre os agentes biológicos 
(professor/tutor) e o agente artificial (Agente Formador de Grupo 
(AgFG).   

Agente Formador de Grupos (AgFG): O AgFG é responsável 
pela tarefa de otimização dos grupos de alunos definidos pelo 
professor. Essa tarefa de otimização considera o perfil de 
autorrelatos dos alunos. O raciocínio do AgFG é baseado em 
Algoritmos Genéticos (AGs). Os papéis do AgFG são os que 
seguem:  

Percepção: O AgFG perceberá o aluno em interação no AVA 
considerando seu perfil de autorrelato, isto é, seus níveis de 
variáveis positivas (Esperança - esp, Autoeficácia - aef e 
Autoestima - aes); 

Decisão: Através da percepção que teve dos alunos no AVA o 
AgFG avalia a aptidão (fitness) destes alunos para contextos 
CSCL através de componentes de mineração de dados; 

Ação: Depois de ter avaliado a aptidão dos alunos o AgFG 
executa sua ação propondo a melhor formação de grupos para 
contextos CSCL, armazenando tais informações na base de dados 
Modelos de grupos otimizados disponíveis para o professor/tutor. 

Perfil do Aluno: Contém as características individuais do aluno 
baseadas nas variáveis positivas Esperança (esp), Autoeficácia 
(aef) e Autoestima (aes).  

Componentes de Mineração: Para [Kampff, 2009], são um 
conjunto de métodos (tarefas e técnicas) heurísticos de Mineração 
de Dados capazes de descobrir informações (padrões e/ou 
tendências específicas) potencialmente relevantes em volumes de 
dados, nesta pesquisa especificamente os logs do AVA.   

AVA: Ambiente Virtual de Aprendizagem. É através do AVA que 
o aluno é acompanhado pelo professor e/ou tutor. Tem acesso ao 
conteúdo de aprendizagem, em diferentes formatos audiovisual 
(som, textos e imagens). Nesta pesquisa, o AVA usado é o 
MOODLE.  

Logs do AVA: São os registros de todo o processo de ensino e 
aprendizagem no AVA (logs de acesso e logs de atividades).  

Grupos de alunos: Um sistema de relações sociais, de interações 
entre pessoas, que compartilham certas características, interajam 
uns com os outros, aceitem direitos e obrigações [Galliano, 1991], 
[Kampff, 2009]. São aqueles em que todos os componentes 
compartilham as decisões tomadas e são responsáveis pela 
qualidade do que é produzido em conjunto, conforme suas 
possibilidades e interesses [Arnaiz e Haro, 1999].  

5. CONSIDERAÇÕES FINAIS 
Foram mensurados os perfis de autorrelatos Esperança (esp) e 
Autoeficácia (aef) de onze alunos, de uma turma de Educação a 
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Distância (EaD), do curso de Matemática Licenciatura, da 
UFMA2, cujos resultados são mostrados na Tabela 4. 

Tabela 4: Perfis de autorrelatos dos onze alunos. 

Alunos perf_esp perf_aef 
Aluno1 B B 
Aluno2 A A 
Aluno3 A A 
Aluno4 B B 
Aluno5 M M 
Aluno6 MB B 
Aluno7 M B 
Aluno8 A A 
Aluno9 MA M 
Aluno10 M B 
Aluno11 A A 

 

A partir das mensurações das variáveis positivas Esperança e 
Autoeficácia, dos onze alunos avaliados na coleta piloto, é 
possível construir seus perfis para trabalho de grupo baseados nas 
teorias da Psicologia Positiva, consequentemente pode-se 
pressupor que a partir desta otimização baseada em perfis de 
autorrelatos, a potencialização da colaboração de grupo em 
contextos CSCL seja fomentada.  
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